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Forecasting the direction of the gold index (XAU/USD), which determines the value of 1 ounce of gold in
dollars, as well as the direction of the stock market, exchange rate, cryptocurrency, has also been an
attractive topic of research for investors, researchers and analysts. The aim of this study is to construct a
model that predicts the direction of the gold index based on deep learning methodology. The proposed
model is obtained as a result of blending textual data with real-time data belonging to the gold index, and
also exhibits a hybrid forecasting model both in this aspect and in terms of hybrid deep learning methods
used in direction forecasting. As far as we know, this is the first attempt in the literature to employ the social
media platform as a source for financial sentiment analysis and to construct a deep learning-based direction
prediction model for the gold index by blending it with numerical data.

Table A demonstrates the performance of the proposed model when sentiment analysis-based features are
included to the dataset.

Table A. Performance of deep learning based time series models obtained by the inclusion of sentiment
analysis-based features

MLP CNN LSTM CNN-LSTM ConvLSTM
MAPE 3,7430 2,8611 4,4896 4,4249 4,1610
MAE 0,0646 0,0499 0,0776 0,0766 0,07197
MSE 0,0059 0,0036 0,0096 0,0094 0,0067
R? 0,9420 0,9638 0,9051 0,9072 0,9338
Purpose:

The purpose of this study is to construct a hybrid XAU/USD direction prediction model by investigating
the impact of sentiment analysis on gold index.

Theory and Methods:

The dataset is constructed by blending both sentiment analysis data and real word data in order to explore
the effect of sentiment analysis on the prediction of direction of XAU/USD. To classify sentiments of users,
CNN, RNN, LSTM, Word2Vec, GloVe, FastText, BERT, MBERT, DistilBERT, ELMo, ULMFiT,
RoBERTa, ELECTRA, GPT-2 model are evaluated. Then, the results of the financial sentiment analysis are
adapted and blended with the XAU/USD real-time data. Finally, MLP, CNN, LSTM, CNN-LSTM,
ConvLSTM deep and hybrid deep learning models are constructed and the performance of the model in
predicting the XAU/USD direction is observed.

Results:

DistilBERT model demonstrates superior performance with 95.99% of accuracy for sentiment analysis part
of the study. After blending dataset with sentiment analysis-based features, CNN model outperforms others
with 2.8611 of MAPE score when multilayer perceptron, deep and deep hybrid learning models are
considered.

Conclusion:

As a result, the performance of the proposed model is significantly superior compared to the state-of-the-
art studies with 2.8611 of MAPE value. Moreover, extending dataset with sentiment score related features
improves the performance of deep learning based XAU/USD direction prediction system.
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1 ons altimn dolar cinsinden degerini belirleyen altin endeksinin yoniiniin tahminlenmesi yatirimcilar,
aragtirmacilar ve analistler i¢in cezbedici bir aragtirma konusudur. Bu ¢aligmada, derin 6grenme temelli altin
endeksinin yéniinii tahmin eden bir model olusturulmas1 amaglanmistir. Onerilen model, altin endeksinin
sayisal verileriyle metin igerikli verilerin harmanlanmasi sonucu elde edilmistir. Hem bu yoniiyle hem de
yon tahmininde kullanilan hibrid derin 6grenme yoéntemleri agisindan hibrid bir tahmin modeli 6zelligi
tasimaktadir. Bildigimiz kadariyla bu ¢alisma, sosyal medya platformunu finansal duygu analizi amaciyla
kaynak olarak kullanan ve bunu sayisal verilerle harmanlayarak altin endeksi i¢in derin 6grenme temelli yon
tahmin modeli olusturan literatiirdeki ilk ¢aligma niteligindedir. Caligmanin literatiire katkis1 dort agamada
zetlenebilir: 1k asamada, duygu analizini gerceklestirebilmek igin Twitter ortamindan toplanan verileri
ayristirma, kelimelerin sozliikteki dogru hallerini bulma, kelimelerin koklerini bulma, kelimeleri normalize
etme, kullanilmayan karakterleri temizleme gibi yontemlerle veriler temizlenip modellenmeye hazir hale
getirilmistir. Sonrasinda, veri kiimesi 14 farkli derin 6grenme temelli ydntem kullanilarak siniflandirilmustir.
Ikinci olarak, XAU/USD sayisal verileriyle duygu analizinden elde edilen sonuglar harmanlanmustir. Ugiincii
olarak, derin 6grenme modelleri ile XAU/USD y6n tahmin modeli olusturulmustur. Dérdiincii olarak, farkli
bes tahmin modelinden alman sonuglarin XAU/USD yo6niiniin tahminindeki performansi sunulmustur.
Sonug olarak, 6nerilen modelin performansi literatiir ¢aligmalariyla kiyaslandiginda yiiksek dogrulukla
kayda deger 6lciide iistiinliik gostermektedir.
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Forecasting the direction of the gold index, which determines the dollar value of 1 ounce of gold, is an
attractive research topic for investors, researchers and analysts. In this study, it is aimed to construct a model
that predicts the direction of the gold index based on deep learning. The proposed model is obtained as a
result of blending the numerical dataset of the gold index with the textual data. This is a hybrid prediction
model both in this aspect and in terms of hybrid deep learning methods used in direction prediction. As far
as we know, this is the first attempt in the literature that uses the social media platform as a source for
financial sentiment analysis and constructs a deep learning-based direction prediction model for the gold
index by blending it with numerical data. The contribution of the study to the literature is summarized in
four stages: In the first stage, in order to carry out the sentiment analysis, the dataset is cleaned and ready for
modeling by methods such as parsing the dataset collected from the Twitter environment, finding the correct
forms of the words in the dictionary, finding the roots of the words, normalizing the words, and cleaning the
unused characters. Afterwards, the dataset is classified using 14 different deep learning-based methods.
Secondly, the results of the sentiment analysis are blended with the numerical data of XAU/USD. Third, the
XAU/USD direction prediction model is constructed with deep learning models. Fourth, the performance of
the results from five different forecasting models in predicting the direction of XAU/USD is presented. As
a result, the performance of the proposed model is significantly superior with high accuracy when compared
to the state-of-the-art studies.
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1. Giris (Introduction)

Twitter, Facebook ya da Instagram gibi sosyal platformlar giinliik
hayatimizin igerisinde 6nemli bir yer edinmistir. Bu platformlarda
iceriklerin resim, yazi, video gibi farkli bigimlerde iiretilmesi ve ¢ok
hizli bir sekilde milyarlarca kisi tarafindan paylasilmasi, sosyal medya
platformlarini arastirmacilar i¢in ¢ekici bir aragtirma alami ve veri
kaynagi haline getirmistir. Bu platformlardan Twitter’in, diger sosyal
medya platformlarindan agirlikli metin tabanli veri i¢ermesi, diinya
genelinde giinlik 500 milyondan fazla Tiirkiye genelinde giinliik
yaklagik 7 milyondan fazla igerigin paylasiliyor olmasi ve verilerin
siirekli, taze, cesitli olmast yoniiyle ayristigi goriilmektedir. Bu da,
bizim c¢aligmamizda oldugu gibi diger caligmalarda da Twitter’in
gergek bir veri kaynagi olarak tercih edilmesini saglamaktadir.

Kiymetli bir maden olan altin, binlerce yildir hem takas araci, hem
rezerv birimi, hem de miicevherat olarak toplumlar arasindaki
popiilerligini yitirmemistir. Altin madeninin yapis1 geregi dayanikli
olmasi, islenebilirlifi agisindan sagladigi kolayliklar ve diger
faydalar1 g6z Oniine alindiginda iiretimde sanayi igin ve bir emtia
olarak finansal piyasalar i¢in 6nem arz etmektedir. Bu sebeple, altin
fiyat1 diinya finansal piyasalarda yaygin olarak takip edilmektedir.
Altin endeksi yani ABD Dolart (XAU/USD) cinsinden iglem goren
bir ons altin fiyati ise, bir altin ons satin almak i¢in kag ABD Dolar1
gerektigini ifade etmektedir. Altin, bir emtia olarak sadece dig diinya
ile yakindan iletisim halinde olan sirketler i¢in degil ayn1 zamanda
herhangi bir iilke i¢in en 6nemli yatirim araglarindan biri olarak kabul
edilmektedir. Ulkeler ve ¢ok uluslu firmalar dis diinya ile olan
baglantilarini saglamak i¢in en onemli iktisadi degiskenlerden biri
olan doviz kurunun yani sira altin rezervlerini de degisken olarak
kullanmaktadirlar. Bu durum, altin endeksini ve altin piyasasini
diinyanin en biiyilk ve onemli finansal piyasalarindan biri haline
getirmektedir. Bu sebeple, altin endeksi piyasalardan, ekonomiden ve
siyasal politikalardan olusabilecek birgok gelismeden olumlu ya da
olumsuz bir sekilde hizlica etkilenebilmektedir. Dis faktorler de g6z
Oniine alindiginda altin endeksinin ve piyasasinin gelecekteki
seviyesini kontrol etmek neredeyse imkansizlagmaktadir. Bu da altin
endeksi tahminlemesini arastirmacilar ve yatirimeilar i¢in daha cazip
ve aktif bir aragtirma alam haline getirmektedir. Altin yOniiniin
tahminlenmesinde her ne kadar bir¢ok zaman serisi analizi ve makine
ogrenmesi yontemleri ile farkli sonuglar elde edilse de olusturulan
modellerin zamanla daha karmasik hale gelmesi ve altin fiyatlarindaki
degisimin ardinda yatan asil faktorlerin dogru analiz edilemeyisi
bircok yanlis algiyr da beraberinde getirmektedir. Hizli bir
degiskenlik icerisinde olan altin piyasasinin etkilendigi dis etkenlerin
yorumlanmasi i¢in duygu analizinin de iginde oldugu birgok makine
6grenimi yonteminden faydalanilmaktadir. Bu ¢alisma kapsaminda,
derin 6grenme metodolojisi temelli altin endeksinin yoniinii tahmin
eden bir hibrid modelin olusturulmasi amaglanmigtir. Klasik finansal
yontemlerden farkli olarak sosyal medya platformunu finansal duygu
analizi amaciyla kaynak olarak kullanan ve bunu altin endeksinin
gergek zamanli verileriyle harmanlayarak altin endeksi i¢in derin
6grenme temelli hibrid bir yon tahmin modeli 6nerilmektedir.

Onemi giderek artan makine Ogrenmesi ve derin Ogrenme
disiplinlerinin etki ettigi farkli yontemlerin giiniimiiz ihtiyaglarina
¢ozlimler sunmasi farkli aragtirmalarin da oniinii agmaktadir. Duygu
analizi amaciyla yapilan aragtirmalarda dogal dil isleme
yontemlerinden faydalanildig: gibi makine 6grenmesi, derin 6grenme
ve gesitli siniflandirma algoritmalarindan da faydalanilmaktadir. Bu
arastirmada, bir duygu analizinin yapilabilmesi i¢in gerekli olan
asamalar, On isleme siirecinde kaynak verilerin ayristirilmasi,
kelimelerin sozlikkteki dogru hallerinin bulunmasi, kelimelerin
koklerinin bulunmasi, kelimelerin normalizasyonu, kullanilmayan
karakterlerin ve kelimelerin temizlenmesi gibi dogal dil isleme

yontemlerinden faydalanilarak belirlenmistir. Daha basarili bir
siiflandirma sonucu elde etmek igin dokiimanlar, kelimelere ayrilip
bir vektdér uzayima yerlestirilmis sonrasinda ayristirilan kelimelerin
vektor uzayindaki baglamsal benzerliklerini elde edebilmek amaciyla
literatiirde de sikg¢a kullanilan Word2Vec, GloVe ve FastText gibi
kelime yerlestirme yontemlerinden faydalanilmigtir. Dahasi, ¢aligma
kapsaminda kelime temsillerini derin Ogrenme yOntemleriyle
harmanlayan Cift Yonli Kodlayici1 Gésterimleri (BERT), Cok Dilli
Cift Yonlii Kodlayict Gosterimleri (M-BERT), Damitilmis Cift Yonli
Kodlayic1 Gosterimleri (DistilBERT), Dil Modellerinden Yerlestirme
(ELMo), Evrensel Dil Modeli ince Ayar1 (ULMFiT), Saglam Bir
Sekilde Optimize Edilmis BERT (RoBERTa), Kelime Degisimlerini
Dogru Bir Sekilde Simiflandiran Bir Kodlayiciyr Etkin Bir Sekilde
Ogrenme (ELECTRA), Uretken On Egitimli Transformatér 2 (GPT-
2) modelleri derin baglamsallagtirilmis kelime temsilleri olarak
degerlendirilmigtir. Ayrica, duygu analizini gerceklestirmek icin
kelime yerlestirme ve derin baglamsallagtirilmis kelime temsilleri
yontemlerinin yani sira derin 6grenme yontemleri olarak Evrisimli
Sinir Aglar1 (CNNs), Tekrarlayan Sinir Aglar1 (RNNs), Uzun Kisa
Donem Hafiza Aglari (LSTMs) modellerinden de faydalanilmistir. Bu
yontemlerle, Twitter’dan toplanan veri kiimesi tizerinde altin endeksi
yon tahmini i¢in duygu analizi yapan modeller insa edilmistir.

Derin 6grenme, yapay sinir aglari ile beynin yapisini, islevini ve
o6grenme seklini taklit eden yontemlerle ilgili makine 6grenmesi alt
alanlarindan biri olmakla beraber bu ¢alismada Onerilen modelin
temelini  olusturmaktadir. Derin 6grenme yoOntemlerinin  son
donemlerde ¢okga tercih edilmesinin ardinda yatan nedenler,
donanimsal avantajlar1 ve kolay ol¢eklenebilirligidir. Bunlara ek
olarak, derin 6grenme modellerinin sunmus oldugu bir bagka avantaj
ise Ozellik 6grenimi olarak da adlandirilan ham verilerden otomatik
ozellik ¢ikarma iglemini gergeklestirebiliyor olmalaridir. Bu
caligmada Onerilen modelin de temelini olusturan derin &grenme
yontemleri CNN, RNN, LSTM iken CNN-LSTM, Evrisimli LSTM
(ConvLSTM)  hibrid derin  6grenme  yontemleri  olarak
degerlendirilmistir. Yapilan diger alanlardaki ¢aligmalarda, bizim
caligmamizda bir araya getirdigimiz farkli yontemlerin her biri ayri
olarak denenmis ve farkli sonuglar elde edilmistir. Her ne kadar duygu
analizi yer yer kullanilmis olsa da bu ¢alismada yapmis oldugumuz
gibi karma bir model olusturuldugu goézlenmemistir. Bu ¢alismada,
duygu analizi kisminda derin baglamsal kelime temsillerinin
kullanilmasi ve duygu analizi skorunun altin yon tahminine etki eden
bir faktdr olarak modele dahil edilmesi sebebiyle literatiirdeki ilk
caligma niteligindedir. Dahasi Onerilen model, altin endeksine ait
gercek zamanli verilerle metin igerikli verilerin harmanlanmasi
sonucu elde edildiginden hem bu yoniiyle hem de yon tahmininde
kullanilan hibrid derin 6grenme yontemleri agisindan hibrid bir
tahmin modeli 6zelligi de tasimaktadir. Sonug olarak, ¢aligmamizda
Onerilen hibrid yontem ile literatiir calismalarina kiyasla ¢ok daha
performansli bir tahmin modeli olusturuldugu gézlenmistir.

Makalenin kalan kismi su sekilde diizenlenmistir: Bolim 2, duygu
analizi ve doviz kuru, emtia, kripto para gibi finansal yatirim araglari
lizerine yon tahmini yapan ¢aligmalarin 6zetini sunmaktadir. Boliim
3, Onerilen modelin mimarisini ve sistemin insasi i¢in kullanilan
yontemleri igermektedir. Deney sonuglari ve sonuglar Bolim 4 ve
Boliim 5’ te sunulmaktadir.

2. Literatiir Caliymalar1 (Related Works)

Bu bolim, duygu analizi ve doviz kuru, emtia, kripto para gibi
finansal yatirim araglar1 iizerine yon tahmini yapan calismalar
hakkinda bir 6zet sunmaktadir. Sohangir vd. [1], derin 6grenme ve
biiyiik veri analizinin veri biliminin odak noktalar1 oldugunu
vurgulamiglardir. Bununla birlikte, internetin ve finansal sosyal
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aglarin popiilaritesi sayesinde, diinyanin dort bir yanindaki
yatirimeilar, deneyimlerini toplamak ve paylasmak ic¢in bu tarz
firsatlara sahip oldugunu ve bu sayede borsanin da bu aga dahil
oldugundan bahsetmislerdir. Bu caligmada, StockTwits ortaminda
yayinlanan borsa goriiglerine uzun kisa donem hafiza aglari, doc2vec
ve evrigimli sinir aglar1 gibi ¢esitli sinir ag1 modellerini
uyguladiklarin1 ve derin 6grenme modelinin finansal duygu analizi
icin etkili oldugundan bahsetmislerdir. Diger bir ¢aligma [2], finansal
duygu analizinin, finansal piyasalara onemli bir arastirma alani
sagladigindan bahsetmektedir. Day ve Lee, bu caligmada farkli
finansal kaynaklarin yatirim igin kullanilmasinin etkisini Derin
6grenme yoluyla yontemlerini kullanarak incelemiglerdir. Bollen vd.
[3], Twitter kullanicilarinin ruh halinin hisse hareketleri {izerinde
etkisi olabilecegini belirtmislerdir. Yaptiklari ¢alismada, giinliik hisse
tahminlerinin Dow Jones sanayi endeksinin kapanig degerleriyle
%86,7 oraninda paralellik gosterdigini kanmitlamiglardir. Bagka bir
caligmada ise [4] finansal yatirim araglari iizerine paylagilan Twitter
yorumlarini destek vektdr makinesi (SVM) siniflandiricist kullanarak
finansal duygu analizine odaklanmislardir. Deneyler, pozitif duygu
olasihigindaki degisikliklerin hisse senedi kapanis fiyatlarindaki
degisikliklerin gostergesi olarak kullanilabilecegini gostermistir.
Benzer diger bir calismada [5], NASDAQ ve New York borsasinda
yer alan 30 sirketin hisse senedi kapanis fiyatini, 15 milyon Twitter
yorumuyla tahmin etmeye c¢aligmiglardir. Sonug¢ olarak, bazi
sirketlerin kapanis fiyatlarimi %76,12 gibi yiiksek bir dogruluk
orantyla tahmin edilebilmesinin miimkiin oldugunu géstermislerdir.
Kilimci ve Duvar [6], Twitter ve finansal haber sitelerini kullanarak
Istanbul menkul kiymetler borsasmin (BIST100) yoniinii tahmin
etmek icin hibrid bir kelime yerlestirme ve derin 6grenme modeli
onererek finansal duygu analizine odaklanmiglardir. Deney sonuglari,
derin 6grenme tekniklerinin ve kelime yerlestirme yontemlerinin
harmanlamasimnin BIST100 yo6niinii tahmin etmede kayda deger
sonuglar elde edildigini gdstermistir. Bir bagka ¢aligmada Kilimei [7],
BIST100 y6niinii tahmin etmede derin topluluk yontemlerinin etkili
bir yontem oldugu vurgulanmustir. Onerilen ydntemin bagarisini
gostermek icin Tiirkge ve Ingilizce Twitter veri kiimeleri iizerinde
finansal duygu analizi yapilmugs deney sonuglarinin literatiir
caligmalarina kiyasla daha iyi bir performans sergiledigi belirtilmistir.
Diger bir ¢caligmada Yasar ve Kilimci [8], zaman serileri analizi ve
derin G6grenme yontemlerini birlestirerek Amerikan Dolari/Tiirk
Liras1 déviz kurunun yéniinii tahminlemeyi amaglamislardir. Onerilen
modelin kullanilmastyla ABD Dolary/Tiirk Liras1 déviz kuru tahmini
yapmak isteyen herhangi bir kullanicinin daha tutarli ve giiglii bir
doviz kuru tahmini yapabilecegini 6ne siirmiislerdir. Kilimei [9],
duygu analizi temelli Bitcoin yon tahmini yapan bir model sunmustur.
Calisma kapsaminda, Ingilizce Twitter veri kiimesi kullamlmis cesitli
kelime yerlestirme yontemleri ve derin Ogrenme metotlart
kiyaslanmistir. Bir kelime yerlestirme modeli olarak, FastText
tekniginin Bitcoin y6niinii tahmin etmede %89,13 dogruluk ile en iyi
performansi sergiledigi belirtilmistir.

Finansal duygu analizinin yani sira, finansal piyasalardaki dijital para,
hisse senedi, altin giimiis gibi madeni emtialar, tahvil, fon ve bu gibi
iriinlerin fiyat tahminlerinin yapilmasi tizerine de yogunlasan birgok
calisma bulunmaktadir. Yakut vd. [10], calismalarinda Borsa Istanbul
(BIST) endeksinin tahmin edilmesi i¢in bir, iki ve li¢ giin Gncesine ait
kapanis degerlerin yaninda Amerikan dolar kuru, gecelik faiz orani ve
2005— 2012 tarihleri arasindaki Japon Borsast (NIKKEI), Brezilya
Borsast (BOVESPA), ingiltere Borsasi (FTSE), Fransa Borsasi
(CAC), Almanya Borsasi (DAX) borsa endeksi degerlerini
kullanmuglardir. BIST endeks degerini ileri beslemeli yapay sinir
aglar1 ve destek vektoér makinesi yontemleriyle tahmin etmislerdir.
Calismanin sonucunda, yapay sinir aglar1 ve destek vektdr makinesi
yontemleriyle borsa endeksi tahminlemesinin kayda deger sonuglar
verdigini belirtmislerdir. Benzer diger bir ¢caligma [11], 2001-2006
tarihleri arasindaki BIST verileri kullanilarak endeks degerinin ileri
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beslemeli yapay sinir aglann ile de basarili bir sekilde
modellenebilecegi gosterilmistir. Finansal piyasa hareketini tahmin
etmek icin tek boyutlu evrigimli sinir aglart (CNN) modelini &neren
caligmada [12], 2010-2017 tarihleri arasindaki alti endeksin vadeli
islemini degerlendirmislerdir. Deney sonuglari, CNN modelinin
geleneksel teknik gostergelere gére daha genellestirilmis ve
bilgilendirici 6zellikleri etkili bir sekilde ¢ikarabildigini ve geleneksel
makine Ogrenimi yaklasimlarindan daha saglam ve karli finansal
performans elde edilebilecegi gostermistir. Bir diger ¢aligmada [13],
destek vektor makinesi (SVM) yontemi yardimiyla ertesi giin hisse
senedi trendini tahmin etmek i¢in kiiresel borsalar ve ¢esitli finansal
driinler arasindaki zamansal korelasyonu kullanan yeni bir tahmin
yontemi sunulmustur. Deney sonuglarinda, NASDAQ endeksinde
%74,4, S&P500 endeksinde %76 ve DIJIA endeksinde %77,6
dogruluk degerleri elde edilmistir. Tsai ve Wang [14], hisse senedi
fiyat1 tahmin modeli olugturmak i¢in yapay sinir aglar1 (ANN) ve
karar agaclarim1 (DT) birlestirmeye odaklanan hibrid bir makine
O0grenmesi teknigi Onermislerdir. Deneysel sonuglar, hibrid karar
agac1 ve yapay sinir aglar1 yonteminin, tek basina kullanimlarina gore
daha iyi bir performans sergiledigini ve bu performansin %77
dogruluga sahip oldugunu gostermistir. Livieris vd. [15], kisa ve uzun
vadeli bagimliliklari tanimlamak i¢in uzun kisa vadeli bellek (LSTM)
aglarin etkinliginin yani sira, yararli bilgileri ¢ikarmak ve zaman serisi
verilerinin temsilini 6grenmek amaciyla evrisimli sinir aglarini
kullanan CNN-LSTM modelini altin fiyatin1 tahminlemede
kullanmiglardir. LSTM katmanlarinin evrisimli katmanlarla birlikte
kullanilmasinin, tahmin performansini artirmada 6nemli bir artis
saglayabilecegini bildirmiglerdir.

Bizim ¢aligmamiz ise, diger tiim ¢aligmalarin denedigi yontemlerden
farkli olarak finansal duygu analizinden elde edilen sonuglari bir girdi
olarak derin 6grenme yontemlerine veren, bdylece duygu analizinin
altin endeksinin yoniinii tahmin etmedeki etkisini gosteren bir
caligmadir. Onerdigimiz model, hem altin endeksinin ydniinii tahmin
etmede kullanilan indikatdrlerin ¢esitliliginin duygu analizinden elde
edilen skorlarla harmanlanmasi hem de kullanilan hibrid derin
6grenme modelleri nedeniyle hibrid bir tahmin modeli 6zelligi de
tagimaktadir. Bu agidan bakildiginda altin endeksinin yoniinii tahmin
etmede kullanilan modellerin ve ozelliklerin gesitliligi ve bunlarin
harmanlayan hibrid bir yapiya sahip olmasi sebebiyle literatiirdeki ilk
caligma niteligindedir.

3. Onerilen Cerceve (Proposed Framework)

Calisgmamizin bu bolimiinde, kelime uzaymi temsil etmek igin
degerlendirilen kelime yerlestirme yontemlerinden, derin dgrenme
modellerinden, derin baglamsallagtirilmig kelime temsillerinden,
duygu analizinden ve Onerilen modelin  mimarisinden
bahsedilmektedir.

3.1. Kelime Yerlestirme Yontemleri (Word Embedding Models)

Kelime yerlestirme teknikleri ya da diger bilenen adiyla kelime
vektorleri, dokiimanlar igerisindeki benzer anlami olan kelimelerin ve
kelime 6beklerinin benzer bir gosterim ile sunulmasini saglayan bir
tiir temsil yontemidir. Bu yontemler ile kelimeler, bir vektor uzayinda
temsil edilir. Bir kelime yerlestirme teknigi, bir dokiimanda yer alan
kelimelerin her birinin bir vektér uzayini ¢ikarip tiim sayisal
degerlerini bu vektdr uzaymin {izerine tasir ve bir dizi sayisal veri
iretir. Kisaca kelime yerlestirme teknikleri, metinleri sayisal verilere
doniigtiiren yontemlerdir.

Pennington vd. [16] oOnerdikleri GloVe diger bir adiyla kelime
gosterimleri igin global vektorler kelime yerlestirme modeli ile agik
kaynak olarak gelistirilmis olan bir denetimsiz dgrenme algoritmasi
sunmuglardir. GloVe, bir tahmin modelinden daha ¢ok bir kelimenin
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bir baglamda ne siklikla goriildiigiini hesaplayan bir kelime
yerlestirme yontemidir. Cogu kelime vektdr metodu, kelimelerin
birbirlerine olan uzakliklarini hesaplayarak benzerlikler bulmaktadir.
Terim frekansi-ters belge frekans: (TF-IDF) ya da gizli semantik
analiz (LSA) gibi yontemler kosiniis benzerligi hesaplama yontemini
kullanarak benzerlikler ve vektor uzayi ¢ikarirken GloVe, Word2Vec'
in temelini olusturan skip-gram modeli ile matris faktorlestirme
yontemlerinden biri olan LSA yontemini birlestirmektedir.
Kelimelerin birlikte olugma olasiliklari yerine kelimelerin eszamanli
olma olasiliklarmin oranini, igerdigi bilgiyi ve bu bilgiyi vektor
farkliliklar1 hesaplayarak olusturmayr amaglayan bir yontemdir.
Word2vec, kelime yerlestirme tekniklerinden en popiiler olanidir.
Hesaplama agisindan oldukga elverisli, zengin kiitiiphane tercihleri ile
uygulamasi kolay, iki katmanl bir yapay sinir ag1 kullanan, frekansa
dayali olmaktan ziyade bir tahmin modelidir. Word2Vec, LSA ve
gizli Dirichlet tahsisi (LDA) gibi yontemleri kullanmak yerine sinir
aglar1 tarafindan Ogrenilen kelimelerin dagilim temsillerini
saglamaktadir. Mikolov vd. [17], Word2Vec ile siirekli bag-of-words
(CBOW) ve devaml skip-gram adl iki farkli model sunmaktadir.
CBOW modeli, giris diigiimlerinden, varsa gizli diiglimlere ve ¢ikis
diigimlerine dogru sadece bir yonde ilerleyen ileri beslemeli dil
modeline benzemektedir. Devamli skip-gram modeli ise CBOW
modeli ile benzerlik gostermektedir. Fakat mevcut kelimeyi igerige
dayali olarak tahmin etmek yerine her bir mevcut sdzciigi, siirekli iz
diistim katmanina sahip bir dogrusal log siniflandiricisina girdi olarak
vererek mevcut sozciikten Once ve sonra belirli bir araliktaki
sozciikleri tahmin eder. FastText, Word2Vec modelinin bir uzantisi
olarak Facebook tarafindan 2016 yilinda gelistirilmis agik kaynakli,
hizli ve etkili bir kelime yerlestirme ¢6ziimiidiir. FastText, kelimelerin
birbirinden bagimsiz oldugunu varsaymak yerine, bir kelimenin
temsilini hesaplarken tiim karakter olasiliklarni n-gram vektorler
olusturarak hesaplamaktadir. Bunu yaparken vektdr gosterimlerini
denetimli ve denetimsiz olarak saglar. FastText, etiket tahmini ve
duyarlilik analizi olmak {izere iki farkli islev sunmaktadir [18].
FastText’ in kullandig1 model, ortadaki kelimenin bir sinif ile
degistirilmesi yoniinden [17]° deki CBOW modeli ile benzerlik
gostermektedir. Fakat, FastText modelinde belirli siniflar iizerinden
tanimlanmis olan olasilik dagiliminin hesaplanmasi i¢in, N sayida
dokiiman igin siniflar iizerinde olusan negatif log olasigini en aza
indiren softmax fonksiyonundan yararlanmaktadir. Bu ¢alismada, her
kelime yerlestirme modelinin ¢iktisi, girdi olarak yapay sinir agina
beslenir. Boylece, yapay sinir agina girdi olarak gondermek igin
biiyiikk bir korpustan yogun vektorlerle temsil edilen 6zellikler
cikarilir. Cikarilan ozellikler, yapay sinir ag1 ile islenerek
siniflandirma islemi gergeklestirilir.

3.2. Cok Katmanli Algilayict (Multilayer Perceptron)

Cok Katmanli Algilayic1 (MLP), ileri beslemeli bir yapay sinir ag1
simifidir. Bir MLP, en az {i¢ diigiim katmani olmak iizere giris, gizli
ve cikt1 katmanlarindan olugur. Girig diigimleri disinda, her diigiim
dogrusal olmayan bir aktivasyon iglevi kullanan bir nérondur. MLP,
egitim igin geri yayilim adi verilen denetimli bir 6grenme teknigini
kullanir. Coklu katmanlar1 ve dogrusal olmayan aktivasyonu MLP' yi
dogrusal bir algilayicidan ayirir. Dogrusal olarak ayrilamayan verileri
ayirt edebilir. MLP yontemi, zaman serileri analizinde, yaya yoriinge
tahmininde, finansal veriler {izerinde tahminleme gibi O6zellikle
siniflandirma  ve  genelleme yapma durumlarinda  siklikla
kullanilmaktadir.

3.3. Derin Ogrenme Modelleri (Deep Learning Models)

Derin 6grenme, temelde insan beyninin sinir yapisini taklit ederek
yeni bir yontem olusturmast olarak bilinmektedir. Bu sebeple, derin
6grenme daha ¢ok yapay sinir aglarmin gelisimi sonras1 popiilerlik
kazanmigtir. Derin O0grenme modelleri ile makine Ogrenmesi

yontemlerinden yararlanilarak daha ¢ok insan miidahalesi gerektiren
ozellik ¢ikarim islemleri ya da parametre tanimlama adimlari bu
modellere yaptirilmaktadir. Bu nedenle, derin 6grenme modelleri
biiyilk miktarda veri isleyen, kendi kendine Ogrenebilen, bir
hesaplama modeli olusturan sistemler olarak adlandirilmaktadir. Bu
caligmada RNN, CNN ve LSTM algoritmalar1 derin &grenme
yontemleri olarak kullanilmigtir.

RNN olarak da bilinen tekrarlayan sinir aglari, sirali yani bir dizi
bilgiden yararlanan ve ag lizerindeki bir 6nceki katmandan gelen
¢iktilar1 girdi olarak kullanan bir sinir agidir [19]. Tekrarlayan bir sinir
ag1, dizilerden gelen bir elemani bir seferde islemektedir ve bu adim
oncesinde de hangi 6zellik geldiyse onun degerini bir sonraki adimda
hatirlayabilecek sekilde hafizada tutmaktadir. Bu tipteki sinir aglari,
gelinen noktaya kadar yapilmis tiim hesaplar: hafizasinda tutmaktadir
ve bir sonraki adimda bunu hatirlayarak bilgi ¢ikarimi yapmaktadir.
Basit bir tekrarlayan sinir a§ modelinin alacag1 herhangi bir karar ya
da bir ¢ikarim o ona kadar verilmis tim kararlarin tamamindan
etkilenebilmektedir. CNN [20], bir giris katmanindan, bir ¢ikis
katmanindan, bir veya daha fazla evrisimli katmandan olusan bir sinir
ag1 modelidir. Bir CNN modeli, evrisimli, havuzlama ve tam bagl
olmak tizere i¢ farkli tipte katmamin bir araya gelmesiyle
olusturulmaktadir. Evrigimli katman, eslemelerin sayis1 ve boyutu,
cekirdek boyutlari, atlama faktorlerini ve baglant: tablosu tarafindan
parametrelenen ve bu yiikli hesaplama isinden sorumlu olan
katmandir. Girdi, bu katmana ulastiginda her filtreyi girdinin uzamsal
boyutsalligi boyunca biikerek iki boyutlu bir aktivasyon eslesmesi
iretmektedir. Evrisimli katman, katmandan ¢ikan verinin
karmagikliginin  azaltilmast  ve optimize edilebilmesi igin
hiperparametre, derinlik, adim ve sifir dolgusu kullanmaktadir. Havuz
katmani, hesaplama karmagikligini azaltmak amaciyla asir
uyumlulugu kontrol altina alarak modelin boyutlulugunu ve g¢ok
parametreli durumunu daha da azaltmaya caligmaktadir. Havuz
katmam, giris katmanindaki her bir aktivasyon eslesmesi iizerinde
maksimum havuzlama islevini kullanarak mekansal olarak yeniden
boyutlandirmaktadir. Tam bagli katman, 6nceki katmanlara ait olan
tiim aktivasyonlara baglantilara sahip olan noéronlari icermektedir.
Evrisimli ve havuzlama katmaninda yapilan birgok hesaplamadan
sonra sinir agindaki karar tamamen birbirine bagli katmanlar ile
verilmektedir. Uzun kisa siireli bellek (LSTM) [21], uzun siireli
bagimliliklar1 anlayabilen tekrarli sinir ag1 modeli {izerine
gelistirilmis standart beslemeli sinir aglarinin aksine, geri bildirim
baglantilar1 bulunan bir derin 6grenme modelidir. LSTM, bir RNN
modeli gibi ¢alisiyor olsa da hafiza, yinelenen gizli katman bloklar
ad1 verilen dzel bilesenler ile gegit ad1 verilen birimlerle bilgi akisimni
kontrol etmektedir ve agin durumunu kayit eden hafiza hiicreleri
barindirmaktadir. Hafiza bloklar1 bir ya da daha fazla hafiza
hiicrelerinden olugan ve bu hiicrelerin paylastigi toplamsal ve
carpimsal gecit birimlerinden olugan temel birimdir. Her LSTM
birimi, hangi bilgi bdliimlerinin hatirlanacagini, unutulacagini ve bir
sonraki adima gegecegini kontrol etmek icin giris, unutma ve ¢ikis
gecitleri igermektedir. Bir LSTM agi, giris katmanindan gelen veri
dizisinden ag aktivasyonlarini hesaplayarak ¢ikis katmaninin veri
dizisine iletilmek iizere hesaplama yapar. Evrisimli Uzun Kisa Donem
Hafiza Ag1 (ConvLSTM) [22], hem girdiden duruma hem de
durumdan duruma gegislerde evrisimli yapilara sahip olan uzay-
zamansal tahmin igin tekrarlayan bir sinir agi tiiridiir. ConvLSTM,
evrisimdeki belirli bir hiicrenin gelecekteki durumunu, yerel
komgularinin girdileri ve gegmis durumlariyla belirler. Bu, durumdan
duruma ve giristen duruma gegislerde bir evrigim operatori
kullanilarak kolayca basarilabilir. ConvLSTM modelinin yagis
tahmini, nesne algilama, trafik kazas1 tahmini, Covid-19 vaka sayisi
tahmini gibi uygulama alanlar1 bulunmaktadir. CNN uzun kisa siireli
bellek ag1 veya kisaca CNN-LSTM [15], zaman serileri, goriintiiler,
videolar gibi mekansal girdilerle ilgili dizi tahmin problemleri igin
0zel olarak tasarlanmig bir LSTM mimarisidir. CNN-LSTM mimarisi,
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dizi tahminini desteklemek i¢in LSTM ile birlikte giris verilerinde
ozellik ¢ikarimi i¢in konvoliisyonel sinir ag1 katmanlarmimn
kullanilmasimi igermektedir. CNN-LSTM yapilari, zaman serilerini
gorsel olarak tahmin etmek ve video gibi goriintii dizilerinden video
gibi metin agiklamalar1 olusturmak icin tasarlanmustir. Ozellikle, bir
dizi goriintiide gosterilen bir aktivitenin metinsel bir tanmmini
olusturmada, tek bir goriintii igin bir metin agiklamasini olugturmada,
bir dizi goriintiiniin metinsel bir agiklamasmi olusturmada tercih
edilen yontemlerden birisidir. Ozetle, CNN-LSTM mimarisi hem
mekansal hem de zamansal olarak sirali giris ve ¢ikislar igeren cesitli
gorevlere uygulanacak esneklige sahip bir modeldir.

3.4. Derin Baglamsallastirilmis Kelime Temsilleri
(Deep Contextualized Word Representations)

Kelime kullaniminin s6z dizimi, semantik gibi karmagik 6zelliklerini
ve bu kullanimlarin dil baglamlar1 arasinda nasil degistigini
modelleyen yontemler derin baglamsallastirilmis kelime temsilleri
olarak bilinmektedir. Yeni nesil kelime temsilleri olarak bilinen
yontemler arasinda, Cift yonlii kodlayic1 gosterimleri (BERT), ¢ok
dilli ¢ift yonlii kodlayic gosterimleri (MBERT), damutilmus ¢ift yonlii
kodlayict gosterimleri (DistilBERT), dil modellerinden yerlestirme
yontemi (ELMo), evrensel dil ince ayar modeli (ULMFiT), Kelime
Degisimlerini Dogru Bir Sekilde Siniflandiran Bir Kodlayiciy1 Etkin
Bir Sekilde Ogrenen ELECTRA modeli, Saglam Bir Sekilde
Optimize Edilmis BERT On Egitim Yaklasimi (RoBERTa), Uretken
On Egitimli Transformatoér 2 (GPT-2) modeli gibi birgok model yer
almaktadir. BERT [23], kokenlerini yar1 denetimli sirali 6grenme,
iretken 6n egitim, ELMo ve ULMFit dahil olmak {izere egitim &ncesi
baglamsal temsillerden almaktadir. Onceki modellerden farkl olarak,
BERT, yalnizca diiz bir metin kiilliyati kullanilarak 6nceden egitilmis,
¢ift yonlii, denetimsiz bir dil temsilidir. Word2Vec veya GloVe gibi
baglamdan bagimsiz modeller, kelime haznesindeki her kelime igin
tek bir kelime gomme olusturur. BERT ise belirli bir kelimenin her
bir olusumu igin baglami dikkate alir. Duygu analizi, metin
smiflandirma, hikdye sonu tahmini gibi bircok konu {izerinde BERT
ile modellemeler yapilmaktadir. Ayrica, hisse senedi getirisi tahmini,
borsa i¢in duygu analizi, finansal metinlerde anahtar bilgilerin
¢ikarim gibi yapilan finans alanindaki ¢alismalarda da yiiksek basari
elde edilmistir. Cok dilli ¢ift yonlii kodlayici1 gosterimleri (MBERT)
[24] ise yiizden fazla dilde ¢aligabilen ¢ok dilli bir BERT siirtiimiidiir.
MBERT modeli, evrensel bir dil modeli olusturmak ve ciimleleri
kodlamak i¢in bir arag gorevi gérmesi amaciyla 104 dilde egitilmistir.
Yapilan c¢alismalar, MBERT modelinin tek dilli versiyonlarina
kiyasla daha diisiik performans sergiledigini ve ¢ogu durumda iyi
egitilmis tek dilli bir modelin yerini tutamayacagini gostermistir.

DistilBERT [25], BERT’ i damutarak egitilmis kii¢iik, hizli, ucuz ve
hafif bir transformer modelidir. BERT ten %40 daha az parametreye
sahiptir ve %60 daha hizli c¢alisir. Yiiksek performansi ve hizi
sebebiyle bir¢ok aragtirmaci DistilBERT’i ¢aligmalarinda kullanmig
olup bu galigmalar ¢ogunlukla haber siniflandirma, cevap segimi,
duygu tanima gibi alanlarda yiiriitilmiistir. ROBERTa [25], BERT
modelini iyilestiren dogal dil isleme sistemlerini dnceden egitmek igin
saglam bir sekilde optimize edilmis bir yontemdir. Belirli bir gorev
icin Ozel olarak etiketlenmis bir dil kiilliyatinin aksine, internetten
alinan agiklamasiz metinleri baz alir. RoOBERTa 6zellikle dogal dil
islemede yaygin olarak kullanilan genel dil anlama degerlendirmesi
(GLUE) iizerinde basarili sonuglar iiretmektedir. ELMo [26], hem
kelime kullaniminin karmasik 6zelliklerini hem de bu kullanimlarin
dilbilimsel baglamlar arasinda nasil degistigini modelleyen derin
baglamsal bir kelime temsilidir. Bu kelime vektorleri, biiyiik bir metin
kiilliyat: lizerinde 6nceden egitilmis derin bir ¢ift yonlii dil modelinin
i¢ durumlarinin 6grenilmis islevleridir. Mevcut modellere kolayca
eklenebilirler ve soru cevaplama, metin diizenleme, duygu analizi
dahil olmak {iizere ¢ok c¢esitli zorlu dogal dil isleme problemlerinde
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bagarili sekilde g¢alisir. GPT-2 [26] modeli, 8 milyon internet
sayfasindan olusan bir veri kiimesi iizerinde egitilmis 1,5 milyar
parametreye sahip bilyiik bir transformator tabanli dil modelidir.
GPT-2, bir metinde 6nceki tiim kelimeler verildiginde bir sonraki
kelimeyi tahmin etme gibi basit bir amag igin egitilmistir. Veri
kiimesinin ¢esitliligi, bu hedefin, ¢esitli alanlardaki birgok gorevin
dogal olarak meydana gelen gosterimlerini icermesine neden
olmustur. ULMFIiT modeli, en gelismis dil modeli olan LSTM
mimarisini kullanir. LSTM agmin bu mimaride {i¢ katmam
bulunmaktadir. Bu tek mimari, bastan sona egitimin yani sira ince
ayar i¢in de kullanilir. Yontem, bir¢ok metin siniflandirma gorevinde
son teknoloji yontemleri Onemli Ol¢lide geride birakarak, veri
kiimelerinin ¢ogunda hatay1r %18-24 oraninda azaltmaktadir [27].
Kullanim kolaylig1 ve performans: agisindan ¢ogu arastirmact
tarafindan metin smmiflandirma ve duygu analizi alanlarinda
uygulanmaktadir. BERT gibi maskelenmis dil modelleme (MLM) 6n
egitim yontemleri, bazi simgeleri maskeleyip degistirerek girdiyi
bozmakta ve ardindan orijinal simgeleri yeniden yapilandirmak i¢in
bir model egitmektedir. Bu yontemler, dogal dil gorevlerinde iyi
sonuglar verirken, genellikle etkili olmak i¢in biiyiik miktarda
hesaplama gerektirirler. Alternatif olarak, kelime degisimlerini dogru
bir sekilde smiflandiran kodlayiciyr etkin sekilde 6grenme modeli
olan ELECTRA [28] ile degistirilen simge tespiti agisindan daha
verimli bir 6n egitim gergeklestirilir. Ogrenilen baglamsal temsiller,
ayni model boyutu ve veriler sunuldugunda BERT tarafindan
Ogrenilenlerden 6nemli Olglide daha iyi performans sergiledigi ve
ELECTRA’nin ozellikle kiigiik modeller i¢in giiglii oldugu
vurgulanmigtir.

3.5. Duygu Analizi (Sentiment Analysis)

Duygu analizi, temelde, metinlerin igerisinde gizlenmis olan
goriislerin ve duygularin anlasilmasi, bu goriislerin uygun yontemler
ile olumlu, olumsuz ya da tarafsiz olarak etiketlenmesini
amaclamaktadir. Caligmamizda, 11 Temmuz 2019 ve 11 Temmuz
2020 tarihleri arasinda #XAU/USD etiketiyle Twitter ortamindan
paylasilan Ingilizce yorumlar toplanmus ve veri kiimesi iizerinde
finansal duygu analizi ger¢eklestirebilmek i¢in ilk agamada naif Bayes
modelinden yararlanilmigtir. Naif Bayes modelinin egitilmesinden
Once tim veri kiimesi alintilama ve etiket temizleme, noktalama
isaretlerinin temizlenmesi, kacis karakterlerinin temizlenmesi,
baglantilarin ve diger web sitesi adreslerinin temizlenmesi, HTML
Ogelerinin temizlenmesi, yiiz ve diger ifade 6gelerinin temizlenmesi,
elektronik posta adreslerinin temizlenmesi gibi 6n isleme
asamalarindan gecerek temizlenmis ve etiketlenmek iizere hazir hale
getirilmistir. Naif Bayes algoritmasi, Ozellikle duygu analizi ve
benzeri siniflandirma problemlerinde kullanilan [29, 30], uygulamast
basit ve hizli, olasiliklar1 ve kosullu olasiliklar1 hesaplamak i¢in Bayes
Teorisi’ni kullanan bir siniflandirma modelidir. Naif Bayes, sartl1 bir
olasilik modeli oldugundan modelin egitilmesi i¢in bir dizi etiketli
veriye ihtiya¢ duymaktadir. Calismamizda, bu algoritmay1 uygulayan
ve Ingilizce dili igin 6n egitimli bir model saglayan TextBlob
kiitiphanesinin sunmus oldugu siniflardan naif Bayes’ in yani sira
CNN, RNN, LSTM, Word2Vec, Glove, fastText, BERT, M-BERT,
DistilBERT, ELMo, ULMFiT, RoBERTa, ELECTRA, GPT-2
modelleriyle de etiketleme islemi gergeklestirilmistir. Her bir
modelden elde edilen dogruluk sonuglarindan Bolim 4° te
bahsedilmektedir. Toplamda 37,668 adet dokiiman modelleme
sonucunda etiketlenmistir. Tablo 1’de 6n isleme uygulandiktan sonra
elde edilen metinlerin bir kismina ait kategori bilgisi sunulmustur.

3.6. Onerilen Model (Proposed Model)
Onerilen modelin temelinde, duygu analizinden elde edilen sonuglarla

altin endeksinin yoniine etki eden indikatér degerlerinin
harmanlanmas: ve derin 6grenme yontemleriyle modellenerek altin
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endeksine dair yon tahmininde bulunulmasi hedeflenmektedir. Bu
amacla ilk agamada, 11 Temmuz 2019-11 Temmuz 2020 tarihleri
arasinda XAU/USD etiketiyle Twitter ortamindan toplanmustir.
Boliim 3.1°de bahsedilen 6n isleme adimlar1 uygulandiktan sonra
toplamda 37,668 adet yorum elde edilmistir. Yorumlari, pozitif ve
negatif olarak kategorize edebilmek ig¢in 15 farkli algoritma
kullanilmigtir. Bu algoritmalardan, en iyi performanst %95,99
dogrulukla DistilBERT algoritmasi sergilemistir. Etiketleme islemi
ile toplamda 37,668 dokiimandan 23,152 adet pozitif ve 14,516 adet
negatif yorum elde edilmistir. Veri kiimesi incelendiginde dokiiman
bagina ortalama kelime sayis1 36,17 iken ortalama kelime uzunlugu
6,72 olarak tespit edilmistir. Ikinci asamada, duygu analizinin
gergeklestirildigi 11 Temmuz 2019-11 Temmuz 2020 tarih araligiyla
ayni olacak sekilde giinliik olarak altin endeksinin yoniine etki eden
indikatérlerin degerleri toplanmistir. XAU/USD endeksinin yoniinil
belirlemede etkili olabilecek gostergeler, yine Selenium kiitiiphanesi
yardimiyla investing.com internet sitesi lizerinden toplanmistir.
Ozellikler igerisinde yer alan XAUUSD Class ve DXY Class
parametrelerinin degeri, giin i¢i acilis degerinin giin igi kapanis
degerinden ¢ikartilmasiyla elde edilmektedir. Elde edilen deger, 0’
dan biiyiikse negatif, 0’ dan kiigiik ise o giinkil etiket degeri pozitif
olarak etiketlenmistir. Veri kiimesinin 6zellik cesitliligini arttirmak
i¢in 1 ons altinin bazi indikatorleri de 6zellik kiimesine eklenmistir.
Bu indikatorler 5, 10, 20, 50 ve 100 giinliik basit hareketli ortalama
(SMA), 14 giinliik goreli gii¢ endeksi (RSI) ve Bollinger bandinin {ist,
orta ve alt degerlerinden olusmaktadur. flgili tarih araligindaki altin ve

dolar endeksine dair agilis ve kapamig degerlerini Selenium
aracilifiyla toplamakta sikint1 yasganmamasina ragmen indikatdrlerin
degerleri elde edilememistir. Bu sebeple, gegmise yonelik indikator
degerlerinin elde edilmesi i¢in TA-lib isimli teknik analiz
kiitliphanesinde faydalanilmis ve yukarida bahsedilen indikatorlerin
degerleri hesaplanmustir. Altin ve dolar endeksiyle ilgili degerler
toplandiktan sonra, duygu analizinden elde edilen duygu skoru, yorum
adedi ve duygu yiizdesi olmak lizere 3 adet 6zellik veri kiimesine
parametre olarak eklenmis ve altin  endeksinin  yOniinii
tahminlemedeki basarisi gozlemlenmek istenmistir. Sonug olarak,
duygu analizinden elde edilen 6zelliklerle altin endeksinin yoniine
etki eden indikatorler harmanlanarak derin 6grenme temelli zaman
serisi modellerinde kullanilacak veri kiimesi elde edilir. Modellemede
kullanilacak veri kiimesinin detaylar1 Tablo 2’de sunulmustur.
Modellemeye hazir olan veri kiimesi kullanilarak derin 6grenme
tabanlt zaman serisi modelleriyle 1 ons altinin gelecek deger
tahmininde ne kadar etkili olabilecegi gozlemlenmek istenmistir. Bu
amacla, caligmada c¢ok katmanli algilayict (MLP), evrigimli sinir
aglar1 (CNN), uzun kisa donem hafiza aglar1 (LSTM), CNN-LSTM,
evrisimli uzun kisa dénem hafiza aglar1 (ConvLSTM) olmak iizere 5
farkli derin 6grenme temelli zaman serisi modeli degerlendirilmistir.
Bunlardan CNN-LSTM ve ConvLSTM hibrid modeller olarak
Onerilen modelde degerlendirilmistir.

Sekil 1°de Onerilen modelin mimarisi sunulmustur. Onerilen
modellerin dogrulugunu test etmek icin egitim asamasi Oncesi veri

Tablo 1. On isleme sonras1 veri kiimesinin icerigi (Content of the data set after preprocessing.)

Icerik Kategori
risk appetite is rising on positive news as the surges let s see what else is going on in today Pozitif
trying to touch the under stoploss Negatif
gold much better Pozitif
gold looking to short around area 1615 1625 Negatif
gold is safe heaven tradingview Pozitif
sell xau usd on 4h time frame current price 1 421 72 bulls power 0 bears power 91 Negatif

Tablo 2. Modellemede kullanilacak veri kiimesinin dzellikleri (Characteristics of the data set to be used in modeling)

Ozellik Aciklama

Date Tarih bilgisi

XAUUSD _Price
XAUUSD Open
XAUUSD High

1 ons altinin o giinkii kapanig degeri.
1 ons altinin o giinkii acilig degeri.
1 ons altinin o giinkii en yiiksek degeri.

XAUUSD Low 1 ons altinin o giinkii en diisiik degeri.

XAUUSD_Class 1 ons altinin o giinii pozitif kapatip kapatmadigin1 gosteren deger.
DXY _Price Dolar endeksinin o giinkii kapanig degeri.

DXY_Open Dolar endeksinin o giinkii agilis degeri.

DXY_High Dolar endeksinin o giinkii en yiiksek degeri.

DXY Low Dolar endeksinin o giinkii en diisiik degeri.

DXY_Class

XAUUSD_SMA 5
XAUUSD_SMA_10
XAUUSD_SMA_20
XAUUSD_SMA_50
XAUUSD_SMA_100
XAUUSD _SMA 200
XAUUSD RSI 14
XAUUSD_UpperBand
XAUUSD_MiddleBand
XAUUSD LowerBand
Sentiment_Score
Tweet_Count
Sentiment_Percentage

Dolar endeksinin o giinii pozitif kapatip kapatmadigin1 gosteren deger.

1 ons altinin 5 giinliik basit hareketli ortalamasi.

1 ons altinin 10 giinliik basit hareketli ortalamasi.
1 ons altinin 20 giinliik basit hareketli ortalamasi.
1 ons altinin 50 giinliik basit hareketli ortalamasi.
1 ons altinin 100 giinliik basit hareketli ortalamasi.
1 ons altinin 200 giinliik basit hareketli ortalamasi.
1 ons altinin 14 giinliik goreli gii¢ endeksi.

1 ons altinin Bollinger bandinin iist bant degeri.

1 ons altinin Bollinger bandinin orta bant degeri.

1 ons altinin Bollinger bandinin alt bant degeri.

O giin paylasilan yorumlardan en basarili modelin elde ettigi dogruluk degeri.

O giin paylasilan yorum sayisi.
O giin paylagilan yorumlarin olumluluk yiizde orani.
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kiimesi %80’ 1 egitim, %20’ si test kiimesi olmak iizere ayrilmistir.
MLP modeli, 8 néron ve 1 adet dense katmanindan olusmaktadir.
Katmanda kullanilan aktivasyon fonksiyonu olarak ReLU se¢ilmistir.
Buna ek olarak, regiilarizator olarak ADAM, kayip degeri olarak ise
ortalama hata karesi (MSE) secilmistir. Bunun yaninda, y1gin boyutu
olarak 8, iterasyon degeri ise 500 atanmistir. CNN modeli hem duygu
analizi hem de 6nerilen modelin ingasinda kullanildigindan parametre
degerleri de farklilik gostermektedir. Duygu analizi kisminda, 3 tane
tek boyutlu konvoliisyon katmani ve global maksimum tipinde
havuzlama katmani kullanilmugtir. Tek boyutlu 3 adet konvoliisyon
katmaninin ilkinde 16, ikincisinde 8, {iglinclisiinde ise 4 filtre
kullanilmigtir.  Ayrica tiim konvoliisyon katmanlarinin ¢ekirdek
boyutu 16, aktivasyon fonksiyonlar1 ise ReLU olarak ayarlanmustir.
Son konvoliisyon katmanindan sonra global maksimum tipinde
havuzlama katmani yerlestirilmistir ve boyutu varsayilan olarak
ayarlanmistir. Aktivasyon fonksiyonu sigmoid, regiilarizatér tipi
ADAM olarak atanmustir.

DUYGU ANALIZI

VERI TOPLAMA

#XAUUSD etiketindeki Ingilizce Twitter
paylasimlanimin toplanmasi
VERI ONISLEME l
4 E-Post Alfanamenk|
URL Etiket e olmayan
2 : adresi "
temizleme temizleme " karakterleri
temizleme :
temizleme
Gereksiz | |Tim harfleri Bosg Tekrar eden
bosluklar: kiigiik harfe ornekleri ornekleri
temizleme gevirme temizleme || temizleme
o F
VERI ETIKETLEME l
| Pozitif l | Negatif |
SINIFLANDIRMA l
7 ~
| onN || rRNN || Lst™ || word2vee |
| Glove || fastText |[ BERT || M-BERT ]
[DistiBERT| [ ELMO | [ ULMFiT | [ RoBERT |
ELECTRA GPT-2
0 ] Lo y
" En yiiksek Duygu s
e duygu skoru yiizdesi

DERIN OGRENME TEMELLI ZAMAN SERIiSI ANALIZI

VERI TOPLAMA
( XAU/USD'nin )
XAU/USD kur DXY kur SMA, RSI ve
degerlert degerleri Bollinger
L indikatérleri )
MODELLEME l

Mp || oNN || LstM | [ONNLSTM

ConvLSTM

Sekil 1. Onerilen modelin mimarisi (Architecture of the proposed model)
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Buna ek olarak yigin boyutu 16, iterasyon sayisi ise ezberleme
basladig1 anda duracak sekilde ayarlanmistir (early stopping). Zaman
serisi analizinde Onerilen model i¢in kullanilan CNN modelinin
insasinda 4 adet konvoliisyon katmani, global maksimum tipinde
havuzlama katmani, diizlestirme katmani (flatten layer) ve tamamen
bagli katman (fully connected layer) ve ¢ikis katmani kullanilmistir.
Birinci konvoliisyon katmani 64, ikincisi 32, ftglinciisii 16,
dordiinciisii 8 filtreden olugmaktadir. Cekirdek boyutu 2, aktivasyon
fonksiyonu ise ReLU olarak ayarlanmistir. Sonuncu konvoliisyon
katmanindan sonra duygu analizindeki gibi global maksimum tipinde
havuzlama katmani kullanilmistir ve boyutu 2 olarak ayarlanmustir.
Onu diizlestirme katmani ve ardindan 4 noronlu aktivasyon
fonksiyonu ReLU olan tamamen bagli katman takip etmektedir.
Ezberlemeyi 6nlemek i¢in regiilarizator tipi ADAM olarak atanmig
kayip degeri MLP modelindeki gibi MSE secilmistir. Buna ek olarak
y1gin boyutu 8 ve iterasyon sayist 1000 olarak ayarlanmistir. RNN
modelinde duygu analizinde kullanilmis olup 3 adet basit RNN
katman1 ve ¢ikig katmani ile insa edilmistir. Birinci basit RNN
katmaninda 16, ikincisinde 8 ve tgilincilisinde ise 4 ndron
bulunmaktadir. Ayrica tiim basit RNN katmanlarinda aktivasyon
fonksiyonu olarak ReLU se¢ilmistir. Cikis katmani olarak 2 néronlu
tam bagli katman olusturulmus aktivasyon fonksiyonu olarak
sigmoid, regiilarizatér tipi ADAM olarak ayarlanmistir. Modelin
y1gin boyutu parametresine 32 degeri atanmis ve ezberlemenin oniine
geemek i¢in erken durdurma kriteri kullanilmigtir.

LSTM modeli, tipk1 CNN gibi hem duygu analizinde hem de zaman
serisi modellemede kullanilmaktadir. Duygu analizinde, 3 adet LSTM
katmani kullanilmis olup diger parametreler RNN modeliyle aynidir.
Zaman serileri analizinde 1 adet LSTM katmani ve tam bagh ¢ikis
katmani kullanilmigtir. LSTM katmani, 256 néron, ReLU aktivasyon
fonksiyonu, ADAM regiilarizatorii kullanilarak 16 y1gin boyutu ve 50
iterasyon degerleriyle insa edilmisti. CNN-LSTM modelinin
olusturulmasinda sirasiyla 1 adet konvoliisyon katmani, global
maksimum tipinde havuzlama katmani, diizlestirme katmani ve tam
bagli katman kullanilmistir. Konvoliisyon katmaninda filtre sayis1 64,
cekirdek boyutu 8, aktivasyon fonksiyonu olarak ise ReLU
secilmigtir. Ardindan gelen global maksimum tipinde havuzlama
katmaninin boyutu 2 olarak atanmistir. Ayrica konvoliisyon,
havuzlama ve diizlestirme katmanlarina katman sarict olarak
TimeDistributed uygulanmustir. 64 néronlu ve aktivasyon fonksiyonu
ReLU, regiilarizatoérii ADAM olan LSTM katmaniyla birlikte CNN-
LSTM modelinin ingas1 ¢ikis katmaniyla tanimlanmigtir. Buna ek
olarak y1gin boyutu 32, iterasyon degeri ise 500 olarak ayarlanmigtir.
ConvLSTM modelinde, 2 adet ConvLSTM katmani kullanilmis onu
takip eden diizlestirme katmani ve ¢ikis katmaniyla model inga
edilmistir. Birinci ConvLSTM katmaninda filtre sayis1 olarak 64,
ikinci ConvLSTM katmaninda ise 32 olarak ayarlanmigtir. Bu iki
katmanda da ¢ekirdek boyutu olarak sirasiyla 1 ve 2, aktivasyon
fonksiyonu ise ReLU, regiilarizatorii ADAM olarak kullanilmigtir.
Yigin boyutu ve iterasyon sayist ConvLSTM modeliyle aynidir.
Duygu analizi i¢in degerlendirilen BERT, MBERT RoBERTa,
ELECTRA ve DistilBERT modelleri HuggingFace’ in simple
transformers kiitiiphanesiyle egitilmistir. Olusturulan modellerde,
BERT igin bert-base-uncased, MBERT ig¢in bert-base-multilingual-
uncased, RoBERTa i¢in roberta-base, ELECTRA i¢in google/electra-
base-discriminator ve DistilBERT ig¢in ise distilbert-base-uncased
isimli modeller kullamlmistir. Varsayilan degeler haricinde egitim
iterasyon degeri 3 olarak ayarlanmistir. Ote yandan duygu analizinde
kullanilan kelime yerlestirme modellerinden Word2Vec modelinin
buyutu 150, window parametresi i¢in 3, min_count parametresi i¢in 1
ve workers parametresi i¢in 16 degerleri atanmigtir. Modelin inga
edilme agamasinda, Word2Vec yerlestirme katmani, LSTM katmani
ve cikis katmani kullamilmistir. Word2Vec yerlestirme katmant,
Word2Vec nesnesinin get_keras_embedding fonksiyonu kullanilarak
olusturulmus ve varsayilan parametreler kullanilmistir. LSTM
katmaninda 32 ndronlu bir yapi olusturulup aktivasyon fonksiyonu
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olarak ReLU ayarlanmstir. Cikis katmaninda ise 2 néronlu tam bagl
katman kullanilip aktivasyon fonksiyonu softmax ve ADAM
regiilarizatorii segilmistir. Y1gmn boyutu 16 olarak ayarlanmis ve erken
durdurma kriteri uygulanmistir. GloVe modelinin insa edilme
asamasinda, yerlestirme katmani, LSTM katmani ve ¢ikis katmani
kullanilmistir. Girdi boyutu parametresi, kelime hazinesinin boyutu
ve ¢ikis boyutu parametresi 5 olarak ayarlanmistir. Yerlestirme
katmanindan sonra gelen LSTM katmanmi ise 32 ndérondan
olugsmaktadir. Cikig katmaninda kullanilan regiilarizator, aktivasyon
fonksiyonu ve yi1gin boyutlart Word2Vec ile birebir aymidir. FastText
modelinin olusturulmasin 6grenme katsayist 1.0, iterasyon sayist 5,
kelime n-gram degeri 1, kova degeri 200,000 ve boyut i¢in 50 degeri
kullanilmistir. ULMFit modelinde, 6grenme katsayis1 le-2 olarak
degerlendirilip diger parametreler varsayilan olarak kullanilmigtir.
ELMO modelinin inga agsamasinda sirastyla yerlestirme, LSTM, tam
bagli katman, birakma katmani (dropout), tam bagh katman, birakma
katmani ve ¢ikis katmani kullanilmigtir. Yerlestirme katmani daha
onceden hazirlanmis hazir ELMO modelinden olusmaktadir.
Ardindan gelen LSTM, ¢ift yonli (bidirectional) katmanina sarilmigtir
ve 1024 nérondan olusmaktadir. Tlk tam bagli katman, 512 nérondan
ikinci tam bagl katman ise 256 nérondan olusmaktadir. Aktivasyon
fonksiyonu ReLU regiilarizator olarak ADAM kullanilmigtir. Her tam
bagli katmandan sonra gelen birakma katmanin parametresi 0,5 olarak
ayarlanmistir. Bunun yaninda, y1gin boyutu olarak 32, iterasyon sayisi
ise 3’ tiir. GPT-2 modelinin ingasinda kullanilan doldurma taraf degeri
(padding side) sol ve doldurma kelime (pad token) degeri 50,256
olarak ayarlanmigtir. Olusturulan hibrid model ile altin endeksi
tahmini yapmak isteyen herhangi bir kullanici, yatirime: veya analist,
toplumun nabzini tutan Twitter ortamindan edilen duygu analizini
gercek verilerden elde edilen ¢ikarim ile harmanlayarak daha tutarli
ve kuvvetli bir kur tahmini yapabilmektedir. Sadece zaman serileri
analiziyle altin endeksi yOniinii tahmin etmektense bireylerin altin
endeksinin yoniiyle ilgili tahminlerini de dahil etmek, hibrid tahmin
modelinin giiclenmesini saglamaktadir. Ayrica, Onerilen hibrid
model, herhangi bir doviz kurunu ya da hisse senedinin yoniinii
tahmin etmede kullanilabildiginden esnek bir yapiya da sahiptir.

4. Deney Sonuclar1 (Experiment Results)

Calismamizin bu bdliimiinde derin 6grenme temelli modellerin altin
endeksinin y&niinii tahmin etmedeki performanst sunulmaktadir. flk
asamada, Bolim 3.6’da da bahsedildigi iizere Onerilen model
tizerindeki etkisini sergilemek lizere duygu analizine dair 6zelliklerin
veri kiimesine eklenerek altin endeksinin yoniiniin tahmin edilmesi
Onerilmistir. Bu amagla, evrisimli sinir aglart (CNN), tekrarlayan sinir
aglari (RNN), uzun kisa donem hafiza aglart (LSTM), Word2Vec,
GloVe, fastText, ¢ift yonli kodlayic1 gosterimleri (BERT), ¢ok dilli
¢ift yonlii kodlayic1 gosterimleri (MBERT), damitilmis ¢ift yonli
kodlayici gosterimleri (DistilBERT), dil modellerinden yerlestirme
yontemi (ELMo), evrensel dil ince ayar modeli (ULMFiT), Kelime

Degisimlerini Dogru Bir Sekilde Simiflandiran Bir Kodlayiciy: Etkin
Bir Sekilde Ogrenen model (ELECTRA), Saglam Bir Sekilde
Optimize Edilmis BERT On Egitim Yaklasimi (RoBERTa), Uretken
On Egitimli Transformatdr 2 (GPT-2) gibi kelime yerlestirme, derin
6grenme ve yeni nesil derin baglamsal kelime temsilleri kullanicilarin
altin endeksinin yoniine dair duygu skorlarmi ger¢eklestirmek
amaciyla kullanilmistir. Deney sonuglari, 11 Temmuz 2019 ve 11
Temmuz 2020 tarihlerini kapsayan aralikta %95,99 dogruluk ile
DistilBert modelinin duygu analizini en iyi performansla
gerceklestirdigini gostermektedir. Onu, %95,85 ile BERT, %95,81 ile
M-BERT, %94,80 ile ELECTRA, %93,94 ile Roberta, %93,40 ile
ULMFit, %92,95 ile FastText, %84,24 ile GPT-2, %69,79 ile RNN,
%69,69 ile LSTM, %68,54 ile CNN, %62,55 ile GloVe, %61,86 ile
Word2Vec, %47,76 ile Elmo ve %56,28 naif Bayes modeli takip
etmektedir. Bu nedenle, duygu analizini kapsayan 6zelliklerin veri
kiimesine dahil edilmesi agamasinda DistilBert modelinden elde
edilen duygu skorlar1 kullanilmistir.

Sonrasinda 6nerdigimiz derin 6grenme temelli zaman serileri analizi
ile altin endeksinin yoniinii tahminlemeyi hedefliyoruz. Bu amagla
kullanilan yontemler ¢ok katmanli algilayict (MLP), CNN ve LSTM
derin 6grenme modelleri, CNN-LSTM ve Conv-LSTM hibrid derin
o6grenme modelleridir. Altin endeksinin yoniinii tahmin etmede
Onerilen modelin basarisin1 gostermek amaciyla ortalama mutlak
hatas1 (MAE), ortalama mutlak yiizde hatas1 (MAPE), ortalama kare
hatas1 (MSE) ve R kare puam (R?) degerlendirme metrikleri
kullanilmugtir. Tablo 3’te kullanilan modellerin yukarida bahsedilen
degerlendirme metrikleriyle performanslari duygu analizine dayali
6zelliklerin dahil edildigi durumda sunulmustur. Tablo 4’ te ise duygu
analizine dayal1 6zelliklerin veri kiimesine dahil edilmedigi durumda
derin 6grenme temelli zaman serisi modellerinin performanslar
sergilenmistir. Boylece, duygu analizini ifade eden duygu skoru
parametrelerinin Onerilen modele de etkisi de incelenmistir. Tablo 3
ve Tablo 4’ teki sonuglar dikkate alindiginda duygu skoru
6zelliklerinin modele dahil edildigi durumda sonuglarda kayda deger
iyilesme gozlenmis CNN modelin her iki durumda da en iyi
performansa sahip derin 6grenme modeli oldugu goriilmiistiir. Tablo
3 ve Sekil 2°den de agik¢a goriildiigii tizere MLP modeli yapay sinir
aglarinin temelini olusturan bir yap1 olmasina ragmen zaman serisi
tahminleri i¢in kullanildiginda diger modellerin sonuglarina yakin bir
performans sergileyerek rekabetci bir model oldugu gozlenmektedir.
Tablo 3’teki ortalama mutlak yiizde hatasi  sonuglar
degerlendirildiginde MLP modelinin LSTM ve CNN-LSTM
modellerine kiyasla dnerilen modele daha uygun oldugu fakat CNN
modeliyle kiyaslandiginda modelin yeterli olmadig1 goriilmektedir.
Daha fazla katman sayisina ve karmagsikliga sahip LSTM, CNN-
LSTM ve Conv-LSTM modelleri diisiiniildiigiinde MLP modeli hem
daha basit hem de daha iyi bir tahmin performansi sergilemesi
nedeniyle diger modellerden iistiindiir.

Tablo 3. Duygu analizine dayali 6zelliklerin dahil edilmesiyle elde edilen derin 6grenme temelli zaman serisi modellerinin performansi
(Performance of deep learning based time series models obtained by the inclusion of sentiment analysis-based features)

MLP CNN LSTM CNN-LSTM ConvLSTM
MAPE 3,7430 2,8611 4,4896 4,4249 4,1610
MAE 0,0646 0,0499 0,0776 0,0766 0,07197
MSE 0,0059 0,0036 0,0096 0,0094 0,0067

R 0,9420 0,9638 0,9051 0,9072 0,9338

Tablo 4. Duygu analizine dayali 6zelliklerin dahil edilmedigi durumda derin 6grenme temelli zaman serisi modellerinin performansi
(Performance of deep learning based time series models when sentiment analysis based features are not included)

MLP CNN LSTM CNN-LSTM ConvLSTM
MAPE 4,9893 4,9630 5,9920 5,5944 6,4993
MAE 0,0858 0,0850 0,1042 0,0969 0,1130
MSE 0,0098 0,0096 0,1681 0,1365 0,1806
R 0,9036 0,9054 0,8353 0,8663 0,8158

1125
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Sekil 2°de altinin ons fiyatinin 11 Temmuz 2019 ve 11 Temmuz 2020 kiimemizin yaklasik 3 aylik zaman dilimini kapsayan test kiimesinin
tarihleri arasindaki hareketleri altinin ger¢ek degeri ve MLP gergek altin degeri ve MLP modeliyle elde edilen tahmin degeri ile
modeliyle tahmin edilen degerleri ile gozlenmektedir. Veri ortlisebildigi ve altin endeksinin yoniinii tahminlemede oldukca
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Sekil 2. MLP yontemi ile altin endeksi fiyat tahmini (Gold index price estimation by MLP method)

1800 === Gergek Deger
wes Tahmin Edilen Deger

1700

1600

1 Ons Altin Fivati

1500

1400

Agu  Eyl Eki Kas  Ara Oca Sub  Mar  Nis May Haz  Tem
Tarih

Sekil 3. CNN yontemi ile altin endeksi fiyat tahmini (Gold index price estimation by CNN method)
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Sekil 4. LSTM yontemi ile altin endeksi fiyat tahmini (Gold index price estimation by LSTM method)
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Sekil 5. CNN-LSTM yontemi ile altin endeksi fiyat tahmini (Gold index price estimation by CNN-LSTM method)
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Sekil 6. ConvLSTM yontemi ile altin endeksi fiyat tahmini (Gold index price estimation by ConvLSTM method)

bagarili oldugu agik¢a gozlenmektedir. Tablo 3 ve Sekil 3
incelendiginde CNN yo6nteminin 2,8611 ortalama mutlak yiizde hatasi
ile altin yoniinii ve fiyatin1 tahmin etmede en basarili model oldugu
goriilmektedir. Test verisi lizerinde belirtilen araliklarda altin ons
fiyatinin tahmin edilen fiyat degeriyse neredeyse bire bir ortiistiigi
gozlenmistir. Modelin sundugu bu sonuglara dayanarak 1 ons altinin
gelecek degerini tahminlemede CNN modelinin kayda deger sonuglar
sundugu arastirmact ve yatirimcilara teknik anlamda destek
saglayabilecegi Ongoriilmektedir. Sekil 4, Sekil 5 ve Sekil 6
incelendiginde LSTM derin 6grenme modeli ile CNN-LSTM ve
Conv-LSTM hibrid derin 6grenme modellerinin performanslarinin
birbirine ¢ok yakin oldugu gozlenmektedir. Conv-LSTM modeli
CNN-LSTM ve LSTM modeline gore daha az hata payina sahip olsa
da CNN modelinin gerisinde kalmigtir. Ayrica ¢aligmada kullanilan
modellerin her birinin R? degerleri incelendiginde en az yaklasik 0,9
civarinda bir performans sergiledigi ve hicbir modelin bu degerin
altina sarkmadigi goriilmektedir. Bu da altin fiyat endeksinin yon
tahmini i¢in segilen modellerin, problemin ¢éziimiine uygun modeller
oldugunu gostermektedir. Caligmamizda kullanilan derin 6grenme
temelli modellerin genel basar1 siralamast CNN>MLP> ConvLSTM>

CNN-LSTM> LSTM seklindedir. Bu durumda onerdigimiz altin
endeksi yonii tahmini i¢in en uygun yontem CNN modelidir.

5. Sonuglar (Conclusion)

Bu ¢alismada, derin 6grenme metodolojisi temelli altin endeksinin
yoniinii tahmin eden bir modelin olusturulmas: amaglanmstir.
Onerilen model, altin endeksine ait gercek zamanli verilerle metin
icerikli verilerin harmanlanmasi sonucu elde edilmis olup hem bu
yonilyle hem de yon tahmininde kullanilan hibrid derin 6grenme
yontemleri agisindan hibrid bir tahmin modeli 6zelligi de
tagimaktadir. Bildigimiz kadariyla bu c¢aligma, sosyal medya
platformunu finansal duygu analizi amaciyla kaynak olarak kullanan
ve bunu sayisal verilerle harmanlayarak altin endeksi icin derin
o6grenme temelli yon tahmin modeli olugturan literatiirdeki ilk ¢alisma
niteligindedir. Kapsamli deneyler sonucunda, duygu analizinde en iyi
performans: sergileyen DistilBERT modelinin {irettigi duygu
skorlartyla altin endeksinin ¢esitli indikatorlerden olusan degerler
harmanlanmis ve harmanlanan veri kiimesi MLP, CNN, LSTM,
CNN-LSTM ve ConvLSTM yontemleriyle modellendiginde CNN
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yonteminin altin endeksinin yoniinii tahmin etmeden kayda deger bir
potansiyelinin oldugu goriilmiistiir.
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